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Introduction

Le problème du voyageur de commerce consiste en la traversée de n villes par
un voyageur qui doit minimiser la distance parcourue : n villes sont disposées
dans l’espace. Un voyageur doit parcourir ces n villes puis revenir à son point
de départ, tout en minimisant la longueur du trajet. Chaque chemin possible
correspond à une permutation des villes. Comme le trajet effectué est un cycle,
on peut se fixer une ville de départ. Il y a donc (n− 1)! chemins possibles. On
pourrait tester toutes les mais cela prendrait un temps trop important étant
donné le nombre de chemins possibles. On utilise donc un algorithme appelé
recuit simulé donnant une approximation de ce plus court chemin. Un exemple
de code pour cet algorithme ainsi que ses résultats sont donnés en annexe.
On peut aussi donner une estimation de la longueur de ce chemin lorsque les
villes sont aléatoirement réparties. Dans une première partie, nous étudierons les
châınes de Markov et leur propriétés permettant de construire les algorithmes
de Metropolis-Hastings et du recuit simulé qui font l’objet de la seconde partie.
Enfin la troisième partie est consacrée à l’estimation de la longueur du trajet
optimal.

1 Châınes de Markov

On considère dans toute cette partie un espace d’états E fini.

1.1 Définition

Définition 1.1. Une chaine de Markov est un processus aléatoire (Xn)n∈N à
valeur dans E vérifiant la proprieté de Markov : pour tout n ∈ N, pour tous
x0, . . . , xn, x ∈ E,

P(Xn+1 = x|X0 = x0, . . . , Xn = xn) = P(Xn+1 = x|Xn = xn).

La chaine de Markov est dite homogène si P(Xn+1 = x|Xn = y) ne dépend pas
de n mais seulement de x et y ∈ E.

On peut alors considérer la matrice P telle que pour x, y ∈ E, P (x, y) = P(X1 =
y|X0 = x), appelée matrice de transition associée à (Xn). Une telle matrice
vérifie :

— ∀(x, y) ∈ E2, P (x, y) ≥ 0
— ∀x,

∑
y P (x, y) = 1

On a alors :

Proposition 1.1. Soit n ∈ N. Étant donnée la loi µ0 de X0, la loi de Xn est
donnée par :

µn = µ0P
n
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Démonstration. Par récurrence. On a bien µ0 = µ0P
0.

Soit n ≥ 1 tel que µn−1 = µ0P
n−1.

P(Xn = x) =
∑

x0,...,xn−1

P(X0 = x0, . . . , Xn−1 = xn−1, Xn = x)

=
∑

x0,...,xn−1

P(X0 = x0, . . . , Xn−1 = xn−1)P(Xn = x|Xn−1 = xn−1)

=
∑
xn−1

∑
x0,...,xn−2

P(X0 = x0, . . . , Xn−1 = xn−1)P (xn−1, x)

=
∑
xn−1

(µPn−1)(xn−1)P (xn−1, x)

= (µPn)(x)

où la première ligne découle de la formule des probabilités totales, la seconde
de la propriété de Markov.

1.2 Irréductibilité et apériodicité

Définition 1.2. Soient x, y dans E. On dit que x et y communiquent s’il existe
m et n entiers tels que Pm(x, y) > 0 et Pn(y, x) > 0.
Si pour tous x, y dans E, x et y communiquent, la châıne de Markov associée
à P est dite irréductible.

Exemple 1.1. La matrice de transition,

(
1/2 1/2
1/4 3/4

)
est irréductible.

En revanche,

1/3 1/3 1/3
1/2 1/2 0
0 0 1

 ne l’est pas car pour tout n ∈ N, Pn(3, 2) = 0.

Définition 1.3. La période de x ∈ E est pgcd{n, Pn(x, x) > 0}. Un état x ∈ E
est dit apériodique si sa période est 1. Si tous les états sont apériodiques la
châıne est dite apériodique.

Exemple 1.2. La matrice

Proposition 1.2. Si (Xn) est irréductible et qu’il existe x ∈ E apériodique
alors pour tout y dans E, y est apériodique.

Démonstration. Soit y ∈ E. On appelle p sa période. Il existe k, l ∈ N tels que
P k(x, y) > 0 et P l(y, x) > 0. Soit n ≥ 1 tel que Pn(x, x) > 0 alors,

P k+l+n(y, y) ≥ P l(y, x)Pn(x, x)P k(x, y) > 0

et
P k+l(y, y) ≥ P l(y, x)P k(x, y) > 0.

Ainsi p divise k + l + n et k + l donc il divise n. C’est vrai pour tout n ∈
{k, P k(x, x) > 0} donc p divise le pgcd{k, P k(x, x) > 0} = 1, soit p = 1.
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1.3 Mesure invariante, réversibilité et convergence

Définition 1.4. Soit π une mesure sur E. On dit que π est invariante ou
stationnaire, si π = πP

Définition 1.5. Une mesure π sur E est dite réversible si pour tous x, y dans
E,

π(x)P (x, y) = π(y)P (y, x)

Proposition 1.3. Soit π une mesure réversible. Alors π est invariante.

Démonstration. On a pour tout x ∈ E

π(x) = π(x)
∑
y

P (x, y) =
∑
y

π(y)P (y, x)

Théorème 1.1. Soit (Xn) une châıne de Markov sur E irréductible. Alors il
existe une unique mesure de probabilité invariante pour (Xn). .

Démonstration. (Tirée du polycopié de processus discrets de J. Lehec])
Existence
Soit P la matrice de transition associée à (Xn). On pose k = card E. On peut
identifier l’ensemble des mesures de probabilité sur E à l’ensemble A = {x ∈
Rk, xi ≥ 0 ∀i,

∑
xi = 1} qui est un sous ensemble convexe compact de Rk. Soit

µ ∈ A. On pose µn = 1
n

∑n−1
i=0 µP

i ∈ A. A est compact donc on peut en extraire
une sous-suite qui converge vers π ∈ A. D’autre part on a,

µnP =
1

n

n−1∑
i=0

µP i+1 = µn +
1

n
(µPn+1 − µ)

µPn+1−µ est bornée donc µn−µnP → 0. Donc π = πP et π est donc invariante.

Unicité
Soient π et µ deux mesures invariantes. π est une mesure de probabilité alors il

existe x ∈ E tel que π(x) > 0. Donc il existe y ∈ E tel que µ(y)
π(y) soit minimal.

On a donc pour tout x ∈ E, µ(x) ≥ µ(y)
π(y)π(x) On a donc pour tout k,

µ(y) = µP k(y)
=

∑
x∈E µ(x)P k(x, y)

≥
∑
x∈E

µ(y)
π(y)π(x)P k(x, y)

= µP k(y)

donc l’inégalité est une égalité et pour tout x et pour tout k ∈ N,

µ(x)P k(x, y) =
µ(y)

π(y)
π(x)P k(x, y)
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Or la châıne est irréductible alors pour tout x ∈ E, il existe k ≥ 1 tel que

P k(x, y) > 0 et donc µ(x) = µ(y)
π(y)π(x).

Alors µ et π sont deux mesures de probabilité proportionnelles donc µ = π

Théorème 1.2. Soit (Xn) une châıne de Markov sur E (fini) irréductible et
apériodique. Alors (Xn) converge en loi vers sa loi invariante.
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2 Algorithmes de Metropolis-Hastings et du recuit-
simulé

Soit E l’ensemble des permutations des n villes (chemins possibles). Soit x ∈ E,
on note L(x) la longueur du chemin x.

Pour tout β ∈ R, on appelle mesure de Gibbs µβ la mesure de probabilité sur E
donnée par :

µβ(x) =
1

Zβ
e−βL(x), avec Zβ =

∑
x∈E

e−βL(x)

On remarque que µβ est d’autant plus grande que L(x) est petit. Ainsi, simuler
cette distribution permettrait d’obtenir avec une probabilité élevée un chemin
de petite longueur.

Cependant on ne peut pas avoir exactement la mesure de Gibbs car l’obtention
de la constante de normalisation nécessite de calculer e−βL(x) pour tout x dans
E, ce qu’on veut éviter.

On peut néanmoins approcher µβ en construisant une châıne de Markov récurrente,
apériodique de loi invariante µβ .

Théorème 2.1 (Metropolis-Hastings). Étant donnée une matrice de transition
Q irréductible, et une fonction α : R 7→ [0, 1] telle que ∀u ∈ R+, α(u) = uα( 1

u ),
on définit P par :

P (x, y) =

{
Q(x, y)ρ(x, y) si x 6= y

1−
∑
z 6=x P (x, z) si x = y

avec

ρ(x, y) = α

(
µβ(y)Q(y, x)

µβ(x)Q(x, y)

)
1Q(x,y)>0

Alors, P est une matrice de transition irréductible, apériodique si Q l’est ou si
α < 1, de loi invariante µβ.

Démonstration. On a, pour tous x, y dans E, P (x, y) ≥ 0 et
∑
y∈E P (x, y) = 1

par construction donc P est une matrice de transition. Q est irréductible donc
pour tous x, y ∈ E il existe n ∈ N∗ tel que Qn(x, y) > 0 et comme α > 0,
Pn(x, y) > 0 et est irreductible et de même si Q est apériodique, P l’est car
{n ≥ 1, (Qn)(x, x) > 0} ⊂ {n ≥ 1, (Pn)(x, x) > 0}.
Si α < 1, P (x, y) < Q(x, y) pour x 6= y et donc pour tout x dans E, P (x, x) >
Q(x, x) ≥ 0 et P apériodique. Il suffit en fait de l’existence de (x, y) ∈ E2 tel
que ρ(x, y) < 1 pour que P soit apériodique. On a alors P (x, y) < Q(x, y) d’où
P (x, x) > 0 et par la propriété 1.2 Enfin µβ est la mesure invariante de P car
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elle est réversible. En effet, pour tous x, y,Q(x, y) 6= 0

µβ(x)P (x, y) = µβ(x)Q(x, y)α(
µβ(y)Q(y,x)
µβ(x)Q(x,y) )

= −µβ(x)Q(x, y)
µβ(y)Q(y,x)
µβ(x)Q(x,y)α(

µβ(x)Q(x,y)
µβ(y)Q(y,x) )

= µβ(y)Q(y, x)α(
µβ(x)Q(x,y)
µβ(y)Q(y,x) )

= µβ(y)P (y, x)

Si Q(x, y) = 0, on a µβ(x)P (x, y) = 0 = µβ(y)P (y, x).

Cela correspond à accepter la transition x à y effectuée selon Q avec une pro-
babilité ρ(x, y).

Prenons par exemple α : u 7→ min(u, 1) et pour Q la marche aléatoire sur les
transposition :

Q(x, y) =

{
2

n(n−1) si il existe une transposition τ telle que y = xτ

0 sinon

On a alors pour x, y ∈ E, Q(x, y) = Q(y, x) et ρ(x, y) = min(e−β(L(y)−L(x)), 1).
Ainsi, on accepte systématiquement y si L(y) < L(x) et on le rejette avec une
probabilité non nulle E−β(L(y)−L(x)) sinon. Cette probabilité est d’autant plus
élevée que β(L(y)− L(x)) est grand.

Ainsi si on a x ∈ E qui n’est pas optimal mais tel que pour tout y tel que
Q(x, y) > 0, L(x) < L(y), on peut accepter l’état y et pas rester au niveau d’un
minimum local.

On constate que plus β est grand moins les cycles de grande longueur seront
acceptés.

En effet on a pour tout x ∈ E, limβ→∞ µβ(x) = 1M
|M | oùM = x ∈ E,L(x) = inf L.

µβ(x) = e−βL(x)∑
x∈E e

−βL(x)

= e−β(L(x)−Lmin)∑
x 6∈M e−β(L(x)−Lmin)+

∑
x∈M 1

, avec Lmin = minL

C’est ce qu’exploite l’algorithme du recuit simulé. Il s’agit du même algorithme
que Metropolis-Hastings, en faisant varier le paramètre β au cours du temps.
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3 Estimation de la longueur du trajet minimal

Dans la section précédente, nous avons vu une méthode permettant d’appro-
cher la solution optimale étant donnés les n points à parcourir. On s’intéresse
dorénavant à un aspect plus théorique, estimer la longueur du chemin optimal
lorsque les points sont répartis selon une loi donnée.

On considère n points de l’espace, X1, . . . Xn, variables aléatoires indépendantes
et de même distribution. Dans toute la suite, on prendra une distribution uni-
forme sur [0, 1]2.
On note Ln(X1, . . . , Xn) la longueur du plus court chemin passant par les points
X1, . . . , Xn.

Théorème 3.1. Il existe des constantes positives A et B telles que p.s. à partir
d’un certain rang A

√
n < Ln(X1, . . . , Xn) < B

√
n

La preuve de ce théorème repose sur deux résultats. On montre d’abord que
l’espérance Ln est de l’ordre

√
n, puis que Ln est proche de son espérance.

Proposition 3.1. Il existe des réels c+ et c−, 0 < c− < c+ tels que pour tout
n ≥ 1,

c−
√
n ≤ E(Ln(X1, . . . , Xn)) ≤ c+

√
n

Proposition 3.2. Il existe c > 0 tel que pour tout n ≥ 1 et tout réel t ≥ 0, on
a :

P(|Ln − E(Ln)| ≥ t) ≤ 2 exp

(
− ct2

ln(n)

)
On peut alors démontrer le théoreme 3.1.

Démonstration. Par la proposition 3.2, on a pour tout n≥ 1 :

P

(
|Ln − E(Ln)| ≥ 2 ln(n)√

c

)
≤ 2 exp (−4 ln(n)) = n−4

d’où, ∑
n∈N∗

P

(
|Ln − E(Ln)| ≥ 2 ln(n)√

c

)
<∞

Alors par le lemme de Borel-Cantelli, presque sûrement à partir d’un certain
rang, |Ln − E(Ln)| < C ln(n) pour une certaine constante C.
Or pour n assez grand, il existe a > 0 tel que 0 < lnn < a

√
n.

Donc par la proposition 3.1, on a bien l’existence de A, B tels que A
√
n <

Ln(X1, . . . , Xn) < B
√
n

Montrons maintenant la proposition 3.1.
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Démonstration. [0, 1]2 est l’union de n petits cubes de côté 1√
n

.

Soit (x1, . . . , xn) ∈ ([0, 1]2)n. On distingue deux cas : soit les xi sont chacun
dans un carré différent et on a min

xi 6=xj
|xi − xj | < c√

n
, où c=3 convient, soit il

existe deux points xi et xj dans le même carré et |xi−xj | <
√
2√
n

. Donc, il existe

c > 0 pour tous x1, . . . , xn dans [0, 1]2, min
xi 6=xj

|xi − xj | < c√
n

. Ainsi, si on pose

ln = max
x1,...,xn

Ln(x1, . . . , xn) on a, ln ≤ ln−1 + 2 c√
n

et donc

‖Ln(X1, . . . , Xn)‖∞ ≤ 2c

n∑
k=2

1√
k
< c+

√
n

par comparaison somme integrale, pour une certaine constante c+ > 0. On a
donc E(Ln(X1, . . . , Xn)) ≤ c+

√
n.

Montrons la seconde inégalité.
Soient x ∈ [0, 1]2 et r ≤ 1/2. On a P(X1 ∈ B(x, r)) ≤ πr2. D’où,

P( min
1≤i≤n−1

|Xi − x| ≥ r) = P(|X1 − x| ≥ r)n−1

= (1− P(X1 ∈ B(x, r)))n−1

≥ (1− πr2)n−1

Alors,

E( min
1≤i≤n−1

|Xi − x|) =
∫∞
0

P( min
1≤i≤n−1

|Xi − x| ≥ r)dr

≥
∫ 1/2

0
(1− πr2)n−1dr

≥
∫ 1/n−1
0

(1− πr2)n−1dr

≥
∫√(1/π(n−1))
0

1− (n− 1)πr2dr (∗)
= 1√

π(n−1)
− π(n−1)

3(π(n−1))3/2

≥ c√
n

pour une constante c > 0

avec (*) qui découle de l’inégalité (1− u)α ≥ 1− αu pour u ≥ 1/α.

Enfin le chemin optimal passe par chacun des X1, . . . , Xn et on peut donc écrire
Ln(X1, . . . , Xn) =

∑n
i=1 |Xi −Xjk | avec jk ∈ {1, . . . , n}

E(Ln(X1, . . . , Xn)) ≥
∑n
i=1 E

(
min
j 6=i
|Xi −Xj |

)
=

∑n
i=1 E

(
E

(
min
j 6=i
|Xi −Xj ||Xj

))
≥ n c√

n

On peut en fait montrer qu’il existe une constante γ telle que Ln ∼n→∞ γ
√
n

p.s.

Ce résultat peut s’étendre à d’autres distributions des Xi dans Rd.
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Théorème 3.2 (Bearwood-Halton-Hammersley). Il existe une constante 0 <
γd <∞ telle que si la distribution µ des Xi, i = 1, . . . , n à support compact et
de densité f : Rd → R+ par rapport à la mesure de Lebesgue alors,

Ln(X1, . . . , Xn)

n(d−1)/d
p.s.−→

n→+∞
γd

∫
Rd
f(x)(d−1)/ddx
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Annexe

1

2 from numpy import *

3 from matplotlib import pyplot

4 from random import *

5

6

7 def positions(n):

8 # renvoie un tableau x avec les abscisses de n points tirés

9 #uniformément et y contenant les ordonnées

10 x=[]

11 y=[]

12 for i in range (n):

13 a=random()

14 b=random()

15 x.append(a)

16 y.append(b)

17 return x,y

18

19 def distancesVilles(n,x,y):

20 A=[[sqrt((x[i]-x[j])**2 + (y[i]-y[j])**2) for i in range(n)] for j in range(n)]

21 return A

22

23 def longueurCycle(cycle,A,n):

24 l=A[0][n-1]

25 for i in range (n-1):

26 l+= A[cycle[i+1]][cycle[i]]

27 return l

28

29 def affichageCycle(cycle, x, y,n):

30 pyplot.plot(x,y, linestyle = ’none’, marker = ’o’, c = ’lime’)

31 for i in range (n-1):

32 pyplot.plot([x[cycle[i]],x[cycle[i+1]]],[y[cycle[i]],y[cycle[i+1]]], ’b’ )

33 pyplot.plot([x[cycle[n-1]],x[cycle[0]]],[y[cycle[n-1]],y[cycle[0]]], ’b’ )

34

35 def xy(n):

36 #renvoie les positions de n villes placées aux sommets d’un polygone regulier

37 return [cos(i*2*pi/n) for i in range (n) ], [sin(i*2*pi/n) for i in range (n) ]

38

39 def listealea(n):

40 #genere aleatoirement un cycle de n elements

41 i=0

42 P=[]

43 while i<n:
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44 a=randint(0,n-1)

45 if (a not in P):

46 P.append(a)

47 i+=1

48 return P

49

50 def affichageDansFonction(i,P,x,y,n):

51 if i==0:

52 affichageCycle(P,x,y,n)

53 pyplot.subplot(2,2,2)

54 if i==n//3:

55 affichageCycle(P,x,y,n)

56 pyplot.subplot(2,2,3)

57 if i==2*n//3:

58 affichageCycle(P,x,y,n)

59 pyplot.subplot(2,2,4)

60

61 def genereQ(cycle, n):

62 #simule une chaine de Markov de noyau Q, ici la marche aléatoire

63 #sur les transposition

64 Q=[]

65 for i in cycle:

66 Q.append(i)

67 i=randint(0,n-1)

68 j=randint(0,n-1)

69 if n!=0:

70 Q[i]=Q[j]

71 Q[j]=cycle[i]

72 return Q

73

74 def genereP (cycle, Q, A, beta,n):

75 Hy= longueurCycle(Q, A,n)

76 Hx= longueurCycle(cycle, A,n)

77 if Hy<Hx:

78 ro=1

79 else :

80 ro=exp(-beta*(Hy-Hx))

81 p=random()

82 if p<ro :

83 return Q,Hy

84 return cycle, Hx

85

86 def HastingsMetropolis(P,n, x, y,A, it, beta):

87 lmin =longueurCycle(P,A,n)

88 Pmin=P

89 pyplot.subplot(2,2,1)
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90 for i in range(it):

91 Q=genereQ(P,n)

92 P,l=genereP (P, Q, A, beta,n)

93 if lmin>l:

94 lmin=l

95 Pmin=P

96

97 affichageDansFonction(i,P,x,y,n)

98 affichageCycle(Pmin,x,y,n)

99 return Pmin

100

101

102 def RecuitSimule(P,n,x,y,A,it):

103 #beta qui varie en log(i)/c

104 lmin =longueurCycle(P, A,n)

105 Pmin=P

106 pyplot.subplot(2,2,1)

107 for i in range(it):

108 beta=log((i+1))

109 Q=genereQ(P,n)

110 P,l=genereP (P, Q, A, beta,n)

111 if lmin>l:

112 lmin=l

113 Pmin=P

114

115 affichageDansFonction(i,P,x,y,n)

116 affichageCycle(Pmin,x,y,n)

117 return Pmin

118

119

120 def bouclePrinc(n, it, beta):

121 #Si beta vaut 0 recuit simule

122 #chacun des deux algos affiche les resultats au début, apres1/3, 2/3

123 #et a la fin des itérations

124 P=listealea(n)

125 x,y=positions(n)

126 A=distancesVilles(n,x,y)

127 if beta!=0 :

128 return HastingsMetropolis(P,n, x, y,A, it, beta),x,y,A

129 else :

130 return RecuitSimule(P,n,x,y,A,it),x,y,A

131

132 R,x,y,A=bouclePrinc(15, 500000, 0)

Une simulation pour 15 villes et 500000 itérations donne le résultat suivant :
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